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KRISTÓF TAMÁS 

A csõdelõrejelzés és a nem fizetési valószínûség 
számításának módszertani kérdéseirõl 

A Bázel–2 tõkeegyezmény magyarországi bevezetése új lendületet adott a sokválto
zós csõd-elõrejelzési módszerek alkalmazásnak és továbbfejlõdésének. A cikk a 
nemzetközi szakirodalomban és pénzintézeti gyakorlatban leggyakrabban alkalma
zott négy csõd-elõrejelzési módszer becslõképességét hasonlítja össze. Empirikus 
vizsgálattal alátámasztva igyekszik választ találni arra a kérdésre, vajon a kevésbé 
szigorú alkalmazási feltételeket támasztó szimulációs eljárások megbízhatóbb csõd
elõrejelzést, valamint a nem fizetési valószínûségek jobb becslését tesznek-e lehetõ
vé, mint a hagyományos matematikai-statisztikai alapú eljárások. Az empirikus vizs
gálat eredményei arra is rávilágítanak, hogy a fõkomponens-elemzéssel nem feltétle
nül növekszik az elõrejelzõ képesség.* 
Journal of Economic Literature (JEL) kód: C52, C53, C45, G33. 

Az ügyfelek fizetõképességének elõrejelzése és a nem fizetési valószínûség (probability 
of default) becslése a hitelintézetek tevékenységének hosszú ideje kulcsfontosságú prob
lémája. A nemrégen életbe lépett Bázel–2 tõkeegyezmény (Basel Committee on ... [2006])1 

a sokváltozós statisztikai alapokon nyugvó csõd-elõrejelzési módszerek elõtérbe kerülé
sét idézte elõ a hitelkockázat-kezelés területén. 2008-tól már nem az a kérdés a pénzinté
zetek számára, hogy alkalmazzanak-e statisztikai elõrejelzési módszert a nem fizetési 
valószínûség becslésére, hanem az, hogy melyik módszer(eke)t, és hogyan. 

A Közgazdasági Szemle olvasói korábban két folyóiratcikkben is találkozhattak a Bá
zel–2 tõkeegyezmény különbözõ közgazdaságtudományi vetületeivel. A Bázel–2 tõke
egyezmény közgazdasági hátterérõl és modellezésérõl jó elemzést készített Janecskó [2004]. 
Szabó-Morvai [2003] a Credimetrics modellezési eljárás szerepét mutatta be a Bázel–2 
belsõ minõsítésen alapuló rendszerében. Ez a cikk a Bázel–2 tõkeegyezménynek csupán 
egyetlen kérdéskörével: az ügyfélminõsítés szempontjából rendkívül lényeges nem fize
tési valószínûségeknek a becslésével foglalkozik. 

Úgy tûnik, mintha a bázeli követelmények bevezetésével a pénzintézetek számára egy
értelmûen definiált, megfelelõen megalapozott módszertani háttér állna rendelkezésre a 
nem fizetési valószínûségek belsõ minõsítési rendszeren alapuló elõrejelzésére. Valójá
ban a Bázel–2 nem írja elõ a nem fizetési valószínûség kötelezõen alkalmazandó becslési 
módszerét, ezáltal a pénzintézetek döntési felelõssége a megfelelõ statisztikai elõrejelzési 
módszer kiválasztása. Jelen tanulmány ehhez a döntéshez igyekszik empirikus vizsgálat

* Témavezetõ: Nováky Erzsébet. 
1 A tõkeegyezmény teljes szövege elektronikusan hozzáférhetõ a www.bis.org, magyar nyelven a 

www.pszaf.hu honlapon. 
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tal alátámasztott eredményeket szolgáltatni. A különbözõ csõd-elõrejelzési módszerek 
teljesítményének összehasonlításáról nemzetközi empirikus eredmények feldolgozása alap
ján összefoglalót ad Virág–Kristóf [2005] (153–155. o.). 

Célunk a sokváltozós csõdelõrejelzés és a nem fizetés valószínûségének becslésével 
kapcsolatos aktuális módszertani problémák értékelése, valamint a különbözõ módszerek 
teljesítményének összehasonlítása. A vizsgálat az éves beszámolók alapján történõ válla
lati csõdelõrejelzésre készült négy csõd-elõrejelzési módszerrel: 1. diszkriminanciaanalízis; 
2. logisztikus regressziós elemzés; 3. rekurzív particionáló algoritmus; 4. neurális háló. 
A nem fizetési valószínûségre vonatkozó becslés módszertani támogatásán túlmenõen a 
következõ kérdésekre keresünk válaszokat: 

– Mely magyarázó változók bizonyulnak szignifikánsnak, illetve relevánsnak2 a 2000
es évek közepén a magyarországi vállalatok várható fizetõképessége szempontjából? 

– Igaz-e, hogy a fõkomponens-elemzés javítja a csõdmodellek elõrejelzõ képességét? 
– A szimulációs eljárások (rekurzív particionáló, neurális háló) elõrejelzõ képessége 

meghaladja-e a hagyományos matematikai-statisztikai eljárásokét (diszkriminanciaanalízis, 
logisztikus regressziós elemzés)? 

A minta összetétele és a magyarázó változók 

A kidolgozott csõdmodellek tetszõleges vállalaton történõ alkalmazhatósága érdekében 
az adatgyûjtéssel kapcsolatban követelmény, hogy a modellezés alapjául szolgáló adatok 
nyilvánosan hozzáférhetõ éves beszámolókból származzanak. 504 vállalat 2004. évi mér
legeit és eredménykimutatásait gyûjtöttük össze informális adatszerzés keretében. 

A minta fizetõképes és fizetésképtelen vállalatokra való megosztásához a fõ szempon
tot a csõdvalószínûségi értékek outputinformációként való elõállíthatósága befolyásolja, 
hiszen ekkor lehet a kész modelleket többek között hitelkockázat kezelésre felhasználni. 
A mintában szereplõ 504 vállalatból 437 fizetõképes és 67 fizetésképtelen. Az éves be
számolókat a társaságok a hatályos magyar számviteli törvény elõírásainak megfelelõen 
állították össze. A mintában 302 korlátolt felelõsségû társaság és 202 részvénytársaság 
szerepel. 

A fizetésképtelenséget a csõdeljárás, felszámolási eljárás vagy végelszámolás megin
dítása jelentette. Mindegyik eljárás 2005 folyamán indult. A fizetésképtelen megfigyelé
sek közül 1 csõdeljárás, 29 végelszámolás és 37 felszámolási eljárás hatálya alá tartozott. 
A fizetésképtelenség jogi kategóriáját a késõbbiekben nem különbözettük meg. A 2004. 
évi mérlegek és eredménykimutatások a fizetésképtelen társaságok esetén a fizetésképte
lenség bejelentése elõtti utolsó beszámolót jelentik, vagyis maximum 12 hónap lehet a 
különbség az éves beszámoló fordulónapja és a fizetésképtelenség deklarálása között. 

Az összegyûjtött éves beszámolók feldolgozásával egyidejûleg megtörtént az 504 vál
lalat besorolása nemzetgazdasági ágakba, ágazatokba és szakágazatokba. A szakágazatok 
a négyjegyû TEÁOR-kód mélységet jelentik. A besorolás a cégjegyzékben hozzáférhetõ 
fõtevékenység alapján készült. Néhány nagyobb és komplexebb társaság esetén több fõ
tevékenység is szerepelt a cégközlönyben, itt a szakmai szempontokból tipikusabb fõte
vékenység alapján készült a besorolás. 

Az adatgyûjtésbõl kizártuk a pénzügyi szférába tartozó társaságokat, azok sajátos éves 
beszámolója következtében. A mintában szereplõ vállalatok az 1. táblázatban bemutatott 
10 nemzetgazdasági ágon belül 41 ágazati, azon belül 164 szakágazati hovatartozással 
jellemezhetõk. Legnagyobb arányban a feldolgozóipari vállalatok képviseltetik magukat 

2 Szimulációs eljárásoknál a szignifikancia fogalmának nincs értelme. 
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1. táblázat 
A mintában szereplõ megfigyelések megoszlása nemzetgazdasági ág és fizetõképesség szerint 

Fizetésképtelen Fizetõképes 
Nemzetgazdasági ág társaságok társaságok Összesen 

száma száma 

Mezõgazdaság, vadgazdálkodás, erdõgazdálkodás 6 36 42 
Bányászat 0 5 5 
Feldolgozóipar 28 141 169 
Villamosenergia-, gáz-, gõz-, vízellátás 0 38 38 
Építõipar 10 39 49 
Kereskedelem, javítás 15 77 92 
Szálláshely-szolgáltatás, vendéglátás 1 8 9 
Szállítás, raktározás, posta, távközlés 2 33 35 
Ingatlanügyletek, gazdasági szolgáltatás 5 53 58 
Egyéb közösségi, személyi szolgáltatás 0 7 7 
Összesen 67 437 504 

a mintában. Az adatgyûjtés követelményei között szerepelt a minimum 100 millió forint 
mérlegfõösszeg és nettó árbevétel. 

A 164-féle szakágazatból származó 504 vállalat csõdmodellezésekor különös gondos
sággal kellett eljárni, mivel ennyiféle tevékenységi körrel jellemezhetõ vállalat esetén 
önmagában nincs értelme a pénzügyi mutatók közvetlen összehasonlításának, ezáltal a 
hagyományos megközelítésû csõdmodellek kidolgozásának. Ebbõl következõen az egye
di pénzügyi mutatók helyett minden szakágazatra vonatkozóan a 2004. évi szakágazati 
átlagtól vett eltérést vettük modellváltozóként figyelembe. 

A magyarázó változók a fizetõképességgel bizonyítottan összefüggésben lévõ jövedel
mezõségi, forgási sebességi, eladósodottsági, tõkeszerkezeti, likviditási, pénzáram- (cash 
flow), méret- és éves növekedési mutatókból kerültek ki (Ohlson [1980], Virág [1996], 
Charitou–Neophytou–Charalambous [2004]). Szakmai szempontok alapján 31 pénzügyi 
mutatót választottunk, amelyeket a 2. táblázat foglal össze. Az empirikus vizsgálatban 
azt is figyelembe vettük egy dummy változóval, hogy az adott társaság formája korlátolt 
felelõsségû társaság vagy részvénytársaság-e. Csõdelõrejelzéskor egyetlen eredményvál
tozó van: a dummy változóval jellemezhetõ fizetõképesség ténye. 

Adat-elõkészítés, elemzési szempontok 

Az adatgyûjtés lezárását követte az adatok feldolgozása és azok modellezésre történõ elõ
készítése. Ez sokszor nehezebb feladat, mint maga a modellezés, hiszen itt jelentkeznek a 
megfigyelésekkel és/vagy a változókkal kapcsolatban elõzetesen nem várt problémák. 

Két pénzügyi mutató számítása során jelentett akadályt a nevezõ nulla értéke. A mintában 
szereplõ vállalatok közül 6-nak nulla volt a készletállománya, és 11-nek a vevõállománya, 
ezáltal a készletek forgási sebességét és a vevõk forgási sebességét nem lehetett meghatároz
ni. A probléma megoldása – a pénzügyi modellezés szempontjából releváns adatbányászati 
tapasztalatokat (Han–Kamber [2004]) figyelembe véve – úgy történt, hogy a hiányzó készlet 
forgási sebességeket a többi megfigyelés releváns mutatójából számított mediánnal, a hi
ányzó vevõ forgási sebességeket pedig a többi megfigyelés releváns mutatójából számított 
97,5 százalékos percentilisértékkel mint csonkolt maximummal helyettesítettük. 
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Szakmailag lényegesen nehezebben orvosolható probléma keletkezett három pénzügyi 
mutató számítása során, ahol kettõs negatív osztásokat kellett kezelni. A sajáttõke-ará
nyos nyereséget (ROE) 28 esetben, az üzemi (üzleti) eredmény növekedését 74 esetben, 
az adózott eredmény növekedését 67 esetben érintette a negatív számláló és a negatív 
nevezõ együttes jelenléte. A ROE esetén ez azt jelenti, hogy a mintában 28 olyan vállalat 
szerepel, amelynek a tartozásai egyrészt meghaladják a mérlegfõösszegét, másrészt vesz
teséggel zárta az évet, és a mutató ezeket elferdítve pozitív jövedelmezõséget mutat.3 

Természetesen ez túlnyomórészt a fizetésképtelen megfigyelésekre volt jellemzõ. A két
féle eredménykategória növekedése pedig mindkét évet negatív eredménnyel záró (akár 
a tárgyévben tovább romló üzemi vagy adózott eredményû) vállalatok esetében ad pozi
tív növekedést. A gyakorlatban jól bevált adatbányászati technika, hogy ilyenkor a kettõs 
negatív értékû megfigyelések mutatószámértékét a többi megfigyelés adott mutatójának 
minimumával helyettesítik, de tekintettel a kis mintára és a viszonylag nagyszámú érin
tett vállalatra, ez a három mutató inkább kikerült az empirikus vizsgálatból. A szóban 
forgó megfigyelések elhagyása értelmetlen lett volna, hiszen ekkor statisztikailag és szak
mailag kezelhetetlenül kevés fizetésképtelen vállalat maradt volna a mintában. 

Az adat-elõkészítés feladatkörébe tartozott az egyedi pénzügyi mutatók szakágazati 
átlagokkal történõ korrekciója. A korrekció a következõ képlet segítségével történt: 

(az egyedi mutató számértéke – szakágazati átlag)/szakágazati átlag. 

A szakágazati átlagokkal való korrekció megteremtette az összemérhetõséget az egy
mástól jelentõsen eltérõ tevékenységi körhöz tartozó vállalatok között. Ettõl a ponttól 
kezdve a vizsgálat nem a mutatószámértékek nagyságára, hanem azoknak a saját szak
ágazatukra jellemzõ átlagokhoz viszonyított eltérésre vonatkozik. Ezáltal a modellek idõ
beli stabilitása is javul, hiszen az átlagokhoz képest jobb vagy rosszabb teljesítmény évek 
múlva is meghatározó szempontnak bizonyulhat a fizetõképesség megítélése során. A vál
tozók szakágazati átlagtól vett eltérést egy I_ elõtag jelöli. 

Annak érdekében, hogy e publikációban szereplõ modelleket ne lehessen szabadon 
felhasználni, az iparági korrekciót követõen egy pozitív monoton transzformációt hajtot
tunk végre a mutatószámértékeken. A pozitív monoton transzformáció minden nagyság
rendet, eltérést és sorrendet megõrzött. A monoton transzformáción átesett változókat 
egy MON_ elõtag jelöli. A két transzformációt követõen tehát MON_I_ elõtaggal kezdõdik 
minden pénzügyi mutató. Értelemszerûen a korlátolt felelõsségû társaság vagy a rész
vénytársaság dummy változóját ezek az átalakítások nem érintették. 

A modellek validálhatósága és a túltanulás elkerülése4 érdekében a mintát egyszerû 
véletlen eljárással particionáltuk. A megfigyelések 75 százalékából áll a tanulási minta, 
és 25 százalékából a tesztelõ minta. A korrekt összehasonlíthatóság érdekében minden 
módszer ugyanezzel a mintafelosztással dolgozott. A 371 elemû tanulási mintán belül 
320 fizetõképes és 51 fizetésképtelen megfigyelés,5 a 133 elemû tesztelõ mintán belül 
117 fizetõképes és 16 fizetésképtelen megfigyelés található. 

3 Szemben olyan vállalatokkal, ahol csak az egyik tétel negatív, olyan eset is elõfordulhat, hogy a kettõs 
negatív hatás kioltódása miatt kettõs pozitív értékû vállalatnál is magasabb jövedelmezõséget hoz ki eredmé
nyül a mutató. 

4 A túltanulás az a jelenség, amikor a tanulási folyamat során nem az általános problémát tanulja meg a 
hálózat, hanem a megadott adatbázis sajátosságait (Benedek [2000–2001]). Ennek kiküszöbölésére fel kell 
osztani az adatbázist tanulási és tesztelõ mintákra. A tanuló-adatbázison végezzük el a tanítást, majd meg
vizsgáljuk, milyen eredményt ér el a háló az általa eddig ismeretlen tesztelõ mintán. Ha a találati pontosság 
a tanulási mintáéhoz hasonlóan kedvezõ, akkor a tanulás eredményesnek minõsíthetõ. Ha viszont a tesztelõ 
mintán a háló hibázása jelentõs, akkor a hálózat túltanulta magát. 

5 Hüvelykujjszabály, hogy amennyiben a modellezési adatbázisban 50-nél kevesebb fizetésképtelen meg
figyelés található, akkor nem célszerû sokváltozós statisztikai módszereket alkalmazni (Engelman–Hayden– 
Tasche [2003]). 
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Az elõrejelzési módszerek outputinformációival szemben alapkövetelményként fogal
mazódott meg, hogy az elõrejelzési módszerek esetén mind a négy eljárás eredménye
képpen 0 és 1 közötti értéket felvevõ fennmaradási valószínûségek adódjanak.6 A logisztikus 
regresszió és a neurális háló alaphelyzetben megfelel ennek a követelménynek. A másik 
két eljárásnál különbözõ transzformálási és standardizálási technikákkal sikerült fennma
radási valószínûségi értékeket elõállítani. A diszkriminanciaanalízis esetén a kulcs a stan
dardizált kanonikus diszkriminanciafüggvény elõállítása volt, a rekurzív particionáló al
goritmus esetén pedig a döntési szabályok besorolási képességébõl adódtak a fennmara
dást kifejezõ valószínûségi értékek. 

A csõdmodellek értékelése nem áll meg a fennmaradási valószínûségek értékeinek 
megállapításánál minden vállalatra vonatkozóan, hanem szükség van fizetõképes és a 
fizetésképtelen osztályok optimális kettéválasztását biztosító küszöbérték (cut-off value) 
megállapítására. A küszöbérték számítási módszertana az utóbbi néhány évben jelentõs 
fejlõdésen ment keresztül, számos új megközelítés látott napvilágot.7 Empirikus vizsgála
tunk a hagyományos megközelítést követve, minden eljárás esetén szimulációs eljárással 
a legmagasabb összbesorolási pontosságot biztosító valószínûségi küszöbértékben állapí
totta meg a küszöb értékét. A küszöbértékek szükségszerûen más-más értéket vesznek fel 
a különbözõ módszerek által elõállított fennmaradási valószínûségek adatbázisában. 

Az elõrejelzési modellek teljesítményét kétféle megközelítésben értékeltük. Az egyik a 
besorolási pontosság, külön kitérve a tanulási minta, a tesztelõ minta és a teljes minta 
elsõfajú hibájára, másodfajú hibájára és a teljes hibájára. A másik a ROC görbe [kumu
lált besorolási pontosság görbe (Receiver Operating Characteristic)] és a görbe alatti 
terület, ami a szakirodalomban lényegesen ritkább eljárás, ezért röviden ismertetjük a 
lényegét. 

A kumulált besorolási pontosság görbéje (ROC) hasznos elemzési eszköz a kétkategó
riájú kimenettel és elõre jelzett valószínûségi értékkel vagy minõsítési pontszámértékkel 
rendelkezõ klasszifikációs szabályok teljesítményértékelésére. A kumulált besorolási 
pontosság görbéje azt vizsgálja, hogy a modellek futtatásával kapott valószínûségi érté
kek mennyire jelzik megbízhatóan az outputkategóriába való tartozást, amennyiben az 
eredeti besorolás ismert. A vízszintes koordinátatengely a kumulatív eloszlást, a függõle
ges koordinátatengely a fizetésképtelen megfigyelések kumulált arányát fejezi ki. 

A görbe referenciája a 45 fokos egyenes, ami a véletlen találgatásnak felel meg. Vala
mely csõdmodellnek annál jobb az értékelése, minél jobban elválik a kumulált besorolási 
pontosság görbéje (ROC) a 45 fokos egyenestõl. Fontos megjegyeznünk, hogy a görbe 
felrajzolása minden lehetséges küszöbértéket figyelembe vesz. Az optimális klasszifiká
ciót biztosító küszöbérték szimulációjára tehát – szemben a besorolási pontosság tábláza
tokkal – nincs szükség. 

A ROC görbébõl számított objektív statisztikai mutató a görbe alatti terület nagysága.8 

Amennyiben a görbe alatti terület 50 százalék felett van, akkor az rendelkezik hozzáadott 

6 Ezzel analóg követelmény lenne a nem fizetési valószínûségek elõállítása, amelyekrõl könnyû látni, 
hogy az (1 – fennmaradási valószínûség) képlettel állíthatók elõ. 

7 A hitelkockázat-kezelés területén alkalmazott csõdmodellekhez alkalmazott legismertebb küszöbérték
számítási eljárások között megkülönböztethetjük az elõre definiált elsõfajú hibán vagy elutasítási rátán, az 
elsõfajú és másodfajú hiba költségarányával meghatározott arányán, a legmagasabb összbesorolási pontossá
gon, az elsõfajú és másodfajú hiba költségarányán, a fizetésképtelen megfigyelések relatív gyakoriságán, a 
profitmaximalizálási követelményen, a cash flow-számításon, valamint a ROC görbe [kumulált besorolási 
pontosság görbe (ROC = Receiver Operating Characteristic)] érintõjén alapuló eljárásokat. Ezek részletes 
bemutatása és összehasonlító elemzése jelentõsen meghaladná e cikk kereteit. 

8 A ROC görbe alatti terület nagyságához hasonló információt biztosít a Gini-mutató, amely a 45 fokos 
egyenes feletti területrészt arányosítja a tökéletes klasszifikációhoz. 
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értékkel a véletlen találgatáshoz viszonyítva. Minél nagyobb valamely csõdmodell ROC 
görbe alatti területe, annál jobb. Az értékelés során bevált gyakorlat, hogy a görbe alatti 
terület 95 százalékos konfidencia-intervallumát vizsgálják. A csõdmodellek értékelésénél 
– a besorolási pontosság mutatókon kívül – vizsgálat tárgya a teljes mintára és a tesztelõ 
mintára felrajzolt ROC görbe, illetve a görbe alatti terület nagysága minden elõrejelzési 
módszer alkalmazásakor. 

Fõkomponens-elemzés nélküli csõdmodellek 

A négy csõd-elõrejelzési módszer alkalmazási feltételeit és részletes leírását Kristóf [2005] 
tartalmazza, ezért jelen cikk ezekre részletesen nem tér ki.9 Az egyes csõdmodellek 
teljesítményének értékelése az összehasonlító elemzésrõl szóló fejezetben történik. 

Diszkriminanciaanalízisen alapuló csõdmodell 

A független változók modellben történõ szerepeltetése a lépésenkénti (stepwise) eljárás
sal történt.10 A beléptetési kritériumok a Wilks-féle λ minimalizálását célozták meg. 
A beléptetési F-érték 3,84; a kiléptetési F-érték 2,71 volt. A változószám növelése a 
beléptetési küszöb csökkentésével, a változószám csökkentése a kiléptetési küszöb növe
lésével volt lehetséges. A modellezés minden lépésében nyomon követhetõk a beléptetés

3. táblázat 
A diszkriminanciafüggvény együtthatói, változói és a változók tesztelése 

Diszkriminanciafüggvény-

Változó Wilks-
féle λ F–érték p–érték 

együttható (súly) 

fizetõ- fizetés-
képes képtelen 

MON_I_dinamikus jövedel-
mezõségi ráta (bruttó) 0,849 65,458 0,000 0,010 

MON_I_mérlegfõösszeg 
nagysága 0,767 56,028 0,000 –23,763 

MON_I_eladósodottság 
mértéke 0,734 44,280 0,000 0,181 

MON_I_saját vagyon aránya 0,719 35,721 0,000 0,170 
MON_I_árbevételarányos 

nyereség (ROS) 
MON_I_vevõk forgási 

sebessége 
Kft_Rt 
MON_I_hosszú távú 

eladósodottság 
MON_I_cash flow/összes 

tartozás 
Konstans 

0,706 30,463 0,000 6,37E–006 

0,693 26,836 0,000 –0,001 
0,682 24,192 0,000 5,340 

0,670 22,238 0,000 0,000 

0,663 20,365 0,000 0,036 
–5,123 

–0,154 

–31,556 

1,744 
0,776 

–1,42E–005 

0,005 
6,435 

–0,007 

0,011 
–11,839 

9 A neurálisháló-alapú csõdmodellezés részleteit lásd még Virág–Kristóf [2005]. 
10 A lépésenkénti (stepwise) eljárás olyan módszer, amely a modellhez egyesével adja hozzá a lépésenként 

leginkább szignifikánsnak talált változókat. 
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re kerülõ és a beléptetésre nem kerülõ változók Wilks-féle λ és F értékei. A 3. táblázat
ban látható a beléptetett változók vizsgálata. Mivel az összes változónál nulla p-értéket 
találunk, ebbõl adódik, hogy mindegyik változó az összes szignifikanciaszint mellett 
szignifikáns. 

A beléptetett és tesztelt változók felhasználásával annyi diszkriminanciafüggvény ké
szül, ahány osztály a vizsgálatban szerepel. A csõdelõrejelzés esetén tehát alapesetben 
két függvény együtthatóit becsli az eljárás. A 3. táblázat a konstanst is tartalmazó Fisher 
féle lineáris diszkriminanciafüggvények együtthatóit mutatja be. Ez a két függvény ön
magában is alkalmas klasszifikációra. Az új megfigyelések pénzügyi mutatószámait be 
kell helyettesíteni mindkét függvénybe, és a besorolás abba az osztályba történik, ame
lyiknél nagyobb számot kapunk. A fennmaradási valószínûségi értékek meghatározása 
érdekében a diszkriminanciafüggvényeket összevontuk egy standardizált kanonikus 
diszkriminanciafüggvénybe és standardizáltuk. 

A diszriminanciaanalízis-modell szignifikanciája a Wilks-féle λ segítségével ellenõriz
hetõ. Modellünk χ2 értéke 149,7 volt (szabadságfokok száma: 9). A p-érték nulla, vagyis 
a diszkriminanciafüggvény minden szinten szignifikáns. 

A standardizált kanonikus diszkriminanciafüggvényt lefuttattuk a tanulási és a tesztelõ 
minta megfigyelésein egyaránt. A szimulációs kísérletek alapján a kapott 0 és 1 közötti 
értékeken az összes besorolási pontosság maximalizálása 0,8900 küszöbérték mellett volt 
lehetséges. Az e feletti értékekkel jellemezhetõ vállalatokat a modell fizetõképesnek, az 
az alattiakkal rendelkezõ vállalatokat fizetésképtelennek minõsíti. 

Logisztikus regresszión alapuló csõdmodell 

Empirikus vizsgálatunkban a logisztikus regressziós modell a regressziószámítás során 
gyakran alkalmazott elõrelépéses (forward stepwise) eljárással készült. A modellépítés a 
Wald-féle beléptetési és kiléptetési kritériumok alkalmazásával történt. A beléptetési kri
tériumot 5 százalékos, a kiléptetési kritériumot 10 százalékos valószínûségi értéken hatá
roztuk meg. A beléptetés után fontos a regressziós modell paramétereinek újratesztelése, 
hiszen más környezetben más szignifikanciaszint adódhat. Ebben a vizsgálatban erre jó 
példát szolgáltatott a bonitásmutató, amely be nem léptetett változóként 0,035 p-értékkel 
rendelkezett, a beléptetést követõ próbán pedig 0,146 p-értékkel, így ez a mutató végül 
nem került bele hatodik változóként a modellbe. A végsõ modell a konstanson kívül öt 
változót tartalmazott. A paramétervizsgálat alapján látható, hogy a regressziós együttha
tók 98,7 százalékos határig szignifikánsak. 

4. táblázat 
A logisztikus regressziós modell fõbb jellemzõi 

Magyarázó változó β Standard 
hiba 

Wald-
próba p-érték

Konstans 5,255 0,704 55,778 0,000 
MON_I_hosszú távú eladósodottság 0,449 0,176 6,538 0,011 
MON_I_eladósodottság mértéke –1,286 0,262 24,041 0,000 
MON_I_mérlegfõösszeg nagysága 8,762 1,669 27,562 0,000 
MON_I_dinamikus jövedelmezõségi ráta (bruttó) 0,093 0,037 6,107 0,013 
Kft_Rt 1,157 0,455 6,459 0,011 
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A modellvizsgálatot az aszimptotikus χ2 próbán alapuló Omnibus-próba segítségével 
hajthatjuk végre. A χ2 értéke 121,9 (szabadságfokok száma: 5), a p-érték nulla. Ezáltal a 
logisztikus regressziós modell minden szinten szignifikánsnak tekinthetõ. A szimuláció 
alapján az optimális küszöbérték 0,8760 volt. 

Rekurzív particionáló algoritmuson alapuló csõdmodell 

A rekurzív particionáló algoritmus segítségével felépített döntési fa a túltanulás elkerülé
se érdekében átment egy nyesési eljáráson. A nyesési folyamat különbözõ záró csomó
pontok közbeiktatásával igyekszik kockázatminimalizálást végrehajtani. A záró csomó
pontok számának növelése általában csökkenti a tanulási adatbázisra való specializálódás 
kockázatát, és javítja a modell keresztvalidálási tulajdonságait. 

A döntési fa nyesését különbözõ leállítási szabályokkal lehet befolyásolni, amelyek 
megakadályozzák bizonyos faágak továbbosztását. A leállítási szabályok definiálhatók a 
szülõágra vagy a gyerekágra meghatározott minimális megfigyelésszámra. Ez abszolút 
értékben és a tanulási minta megfigyeléseinek százalékában egyaránt kifejezhetõ. Jelen 
vizsgálatban a tanulási minta rekordjainak 2 százalékában lett minimalizálva a szülõág 
képezhetõsége. A modell folyamatosan visszamérésre került a tesztelõ mintán, amelyen 
nyomon követhetõ volt, hogy nincs szükség szigorúbb feltételek definiálására. 

A 371 elemû tanulási minta alapján felépített döntési fát az 1. ábra tartalmazza. Min
den osztályozás végén besorolások találhatók abba az osztályba, amely az utolsó csomó

1. ábra 
Rekurzív particionáló algoritmuson alapuló csõdmodell 
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pontnál magasabb arányban képviselteti magát. Az eredmények a döntési szabályok be
sorolási képessége alapján fennmaradási valószínûségi értékekké transzformálhatók. 
A négyzetekben 0 jelöli a fizetésképtelen, 1 pedig a fizetõképes osztályt. 

Az optimális küszöbérték 0,8400 volt. A döntési fa sajátosságainak megfelelõen annyiféle 
fennmaradási valószínûségi érték adódik, ahányféle döntési szabály a fastruktúrában ta
lálható. Ez a küszöbérték meghatározását lényegesen egyszerûbbé teszi, mint a másik 
három eljárásnál, ahol mindegyik megfigyelésnek egyedi a fennmaradási valószínûsége. 

Neurális hálón alapuló csõdmodell 

A Közgazdasági Szemlében megjelent Virág–Kristóf [2005]-ben szereplõ kismintás em
pirikus vizsgálat végrehajtásának idõszakában nem állt rendelkezésre olyan szoftver, amely 
egyszerre lett volna képes sokféle neuronszámú köztes réteggel párhuzamosan akár több 
ezer neurális háló modell futtatására. Ezt a hiányosságot jelen vizsgálatban az úgyneve
zett átfogó dinamikus nyesési (exhaustive prune) eljárással sikerült kiküszöbölni. 

Az alkalmazott tanulási módszer az összes változót tartalmazó inputneuronból, vala
mint nagy neuronszámú köztes rétegeket tartalmazó hálóból indul ki. A súlyok kezdetben 
véletlenszerû értékeket vesznek fel. A tanulási ciklusok során az eljárás rendre kiküszö
böli a legkisebb magyarázó erejû neuronokat az input- és a köztes rétegekbõl. A tanulás 
során a súlyok nagyon gondosan, számos lehetséges modell szimultán kipróbálása és 
validálása után alakulnak ki. Gyakran elõfordult, hogy ideiglenesen visszakerültek 
neuronok a köztes rétegekbe. Ez az eljárás lényegesen számításigényesebb, mint a ko
rábbi empirikus vizsgálatban elõre definiált hálóstruktúra lefuttatása, azonban tapasztala
tok alapján a legjobb eredményt hozza (Huang–Saratchandran–Sundararajan [2005]). 
A futtatás egy 3Ghz órajelû Pentium-4 számítógépen 14 percet vett igénybe, szemben a 
másik három eljárásnál tapasztalt néhány másodperccel. 

A túltanulás megakadályozása érdekében a tanulási mintán kialakuló súlyok folyama
tosan visszamérésre kerültek a tesztelõ mintán. A folyamat a hibákat tartalmazó vissza
csatolási grafikonon szabad szemmel is nyomon követhetõ. A végleges modell súlyai a 
tesztelõ mintán mért legmagasabb besorolási pontosságnál kerültek elmentésre. 

A neurális háló optimális struktúrája némileg váratlanul 1-1 neuront hagyott meg a két 
köztes rétegben. Az eredményt úgy lehet értékelni, hogy sokszor az egyszerûbb modell 
bizonyulhat jobbnak a bonyolultakhoz viszonyítva. Az inputrétegben 5 neuron maradt, 
az outputréteg értelemszerûen 1 neuronból áll. 

A neurálisháló-modellváltozók relatív hozzájárulása érzékenységvizsgálattal állapítha
tó meg. Az érzékenységvizsgálat eredményeképpen egy 0 és 1 közötti fontossági értéket 
kapunk, ahol a nagyobb szám jelzi a magasabb szintû hozzájárulást a modell elõrejelzõ 
képességéhez. Az inputrétegben szereplõ öt változó relatív fontossági értékeit az 5. táb
lázat tartalmazza. Az optimális küszöbérték 0,8630 volt. 

5. táblázat 
Az inputrétegben szereplõ öt változó relatív fontossági értékei 

Változó Fontossági érték 

MON_I_Dinamikus jövedelmezõségi ráta (bruttó) 0,748268 
MON_I_Eladósodottság mértéke 0,722532 
MON_I_Éves árbevétel nagysága 0,164124 
MON_I_Saját vagyon aránya 0,146599 
MON_I_Nettó forgótõkearány 0,048597 
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Fõkomponens-elemzésen alapuló csõdmodellek 

A fõkomponens-elemzés egymással korreláló változókból állít elõ korrelálatlan kompo
nenseket (faktorokat). Az eljárás lényege, hogy néhány komponens a változók összes 
varianciájának elég nagy hányadát magyarázza, és ezáltal kevesebb dimenzióban elegen
dõ modellezni. A fõkomponens-elemzés bizonyítottan alkalmas a multikollinearitás ke
zelésére és az adatok tömörítésére. A fõkomponens-elemzésnél kulcsfontosságú a kom
ponensek számának megválasztása. Ezt leggyakrabban bizonyos küszöbértéket meghala
dó sajátértékek segítségével definiálják. A sajátértékek az inputadatok varianciájának 
összegzõ képességét mutatják minden komponensre vonatkozóan. 

A komponenseket a pénzügyi mutatók 2. táblázatban ismertetett fajtái alapján alakítot
tuk ki. Empirikus vizsgálatunk a pénzügyi mutatók minden típusához egy-egy kompo
nenst rendelt, feltéve, hogy a sajátértékek az 1 értéket meghaladták. Az 1 feletti sajátér
ték-követelmény minden komponens esetén teljesült. Ennek megfelelõen a fõkompo
nens-elemzésen alapuló modellezési eljárásokat a megképzett jövedelmezõségi, forgási 
sebesség, eladósodottsági, tõkeszerkezeti, likviditási, cash flow- és méretkomponense
ken, valamint egyetlen megmaradt növekedési mutatóként az árbevétel-növekedési rátá
ján és a KFT vagy RT dummy változón futtatuk. Az összehasonlíthatóság kedvéért a tanu
lási és a tesztelõ mintára történõ particionálás pontosan ugyanazokat a megfigyeléseket 
érintette, mint a fõkomponens-elemzés nélküli adatbázisban. 

Diszkriminanciaanalízisen alapuló csõdmodell 

A fõkomponens-elemzés alapján képzett faktorokból modellezett diszkriminanciaanalízis
függvény a korábban említett lépésenkénti (stepwise) eljárással, ugyanazoknak a belépte
tési és kiléptetési kritériumoknak a figyelembevételével készült. A Fisher-féle diszkri
minanciafüggvények a korábbi eljárásmóddal megegyezõen összevonásra és standardizá
lásra kerültek. A paraméterek és a teljes modell tesztelése megtörtént, azok mindegyik 
szignifikanciaszint mellett szignifikánsak (nulla p-értékkel rendelkeznek). Az optimális 
küszöbérték 0,8525 volt. A standardizált kanonikus diszkriminanciafüggvény együttha
tói és változói a következõk voltak: 

Z = 0,421X1 + 0,554X2 + 0,589X3, 

ahol Z a diszkriminanciaérték, X1 az eladósodottsági faktor, X2 a méretfaktor, X3 a cash flow
faktor. 

A diszriminanciafüggvény szignifikanciapróbájához a χ2 értéke 112,7 (szabadságfokok 
száma: 3). A p-érték nulla, vagyis a diszkriminanciafüggvény minden szinten szignifikáns. 

Logisztikus regresszión alapuló csõdmodell 

A fõkomponens-elemzés alapján képzett faktorokból modellezett logisztikus regressziós 
függvény a korábban említett elõrelépéses (forward stepwise) eljárással, ugyanazoknak a 
beléptetési és kiléptetési kritériumoknak a figyelembevételével készült. A paraméterek és 
a teljes modell tesztelése megtörtént, azok mindegyik szignifikanciaszint mellett szignifi
kánsak (nulla p-értékkel rendelkeznek). Az optimális küszöbérték 0,8322 volt. A logisz
tikus regressziós függvény formulája a következõ: 

e−2,397−1,046 X1 −0,942 X2 −0,885 X3 

Pr (fennnmaradási) = 
1 + e−2,397−1,046 X1 −0,942 X2 −0,885 X3 
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ahol X1 az eladósodottsági faktor, X2 a méretfaktor, X3 a cash flow-faktor. 
Az Omnibus-teszt χ2 értéke 92,9 (szabadságfokok száma: 3), a p-érték nulla. Ezáltal a 

logisztikus regressziós modell minden szinten szignifikánsnak tekinthetõ. 

Rekurzív particionáló algoritmuson alapuló csõdmodell 

A fõkomponens-elemzés alapján képzett faktorokból modellezett döntési fa a korábban 
említett nyesési eljárással készült. Az optimális küszöbérték 0,8950 volt. 

A fõkomponens-elemzésen alapuló döntési fa bonyolultabb struktúrájú, mint a fõkom
ponens-elemzés nélküli. Az elsõ és a harmadik szinten egyaránt megtalálható a cash 
flow-faktor, a jobb oldali ágon kétszer szerepel a méretfaktor. Ez azt jelenti, hogy az 
elõször optimális kettéválasztást biztosító faktorok valamely tényezõ hatásának közbeik
tatását követõen újra optimális kettéválasztást biztosítanak. Ebbõl a cash flow- és a mé
retfaktor jelentõségére, illetve magas magyarázó erejére következtethetünk. 

Neurális hálón alapuló csõdmodell 

A fõkomponens-elemzés alapján képzett faktorokból modellezett neurális háló a koráb
ban említett átfogó dinamikus nyesési eljárással készült. A modellezés a fõkomponens
elemzés nélküli adatbázishoz képest eltérõ eredményt hozott. Az inputréteg két neuron
ból, az elsõ köztes réteg két neuronból, a második köztes réteg egy neuronból, az output
réteg egy neuronból állt. Az optimális küszöbérték 0,3911 volt, ami nagyságrendekkel 
eltér minden korábbi modell küszöbértékétõl. A cash flow-faktor relatív fontossága 
0,541791, a méretfaktoré 0,452635 volt. 

Az eredmények értékelése, következtetések 

A besorolási pontosság és a ROC görbe alatti terület nagysága alapján sorrend állítható 
fel a négy módszer teljesítményére. A fõkomponens-elemzés nélküli modellszámítások 
alapján kapott eredmények igazolják, hogy a szimulációs eljárásokon alapuló rekurzív 
particionáló algoritmus és a neurális háló megbízhatóbb csõdelõrejelzést tesz lehetõvé, 
mint a hagyományos matematikai-statisztikai módszerek. Az eredeti változókon a 
logisztikus regresszió minden szempontból a leggyengébbnek bizonyult. Ez különösen 
annak fényében figyelemre méltó, hogy a csõdmodellezési és hitelkockázat-kezelési gya
korlatban Magyarországon jelenleg ez a legelterjedtebb eljárás. 

A 6. táblázat összefoglalja a fõkomponens-elemzés nélküli csõdmodellek besorolási 
pontosságait a tanulási, a tesztelõ és a teljes mintára egyaránt. A diszkriminanciaanalízis 
esetén a tanulási és a tesztelõ minta besorolási pontossága közel van egymáshoz, ebbõl 
elvileg arra következtethetnénk, hogy a csõdmodell megfelelõen alkalmazható elõrejel
zési célra. Aggasztónak értékelhetõ azonban a tesztelõ mintán a fizetésképtelen megfi
gyelések rendkívül alacsony szintû besorolása: az gyakorlatilag rosszabb, mint a véletlen 
találgatás. Ennek megfelelõen éppen az empirikus vizsgálat tárgyára, a csõdelõrejelzésre 
alkalmatlan a diszkriminanciaanalízisen alapuló csõdmodell. 

A logisztikus regresszió a fizetõképes vállalatokat még megfelelõen képes osztályba 
sorolni, a fizetésképtelen megfigyelések tekintetében azonban még a diszkriminancia
analízisnél is rosszabb teljesítményt nyújt. Tekintettel arra, hogy a tesztelõ minta fizetés-
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6. táblázat 
A fõkomponens-elemzés nélküli csõdmodellek besorolási pontosság mutatói (százalék) 

Diszkriminancia-Besorolási pontosság analízis 

Logisztikus 
regresszió 
elemzés 

Rekurzív 
particionáló 
algoritmus 

Neurális
háló

Tanulási minta 
Fizetõképes 92,19 84,38 92,19 92,19 
Fizetésképtelen 56,86 56,86 86,27 74,51 
Összes 87,33 80,59 91,37 89,76 

Tesztelõ minta 
Fizetõképes 89,74 81,20 89,74 93,16 
Fizetésképtelen 37,50 31,25 68,75 68,75 
Összes besorolási pontosság 83,46 75,19 87,22 90,23 

Teljes minta 
Fizetõképes 91,53 83,52 91,53 92,45 
Fizetésképtelen 52,24 50,75 82,09 73,13 
Összes 86,31 79,17 90,27 89,88 

képtelen besorolása rosszabb, mint a véletlen találgatás, ennek megfelelõen a fõkompo
nens-elemzés nélküli logisztikus regressziós modellt csõd-elõrejelzési célra alkalmatlan
nak tekinthetjük. A problémák okait az alacsony mintában és az alacsony fizetésképtelen 
mintaarányban lehet keresni, de ne feledjük, hogy a többi eljárás is pontosan ugyanebbõl 
az adatbázisból dolgozott! 

A rekurzív particionáló algoritmus és a neurális háló egyértelmûen alkalmas elõrejel
zésre, annak ellenére, hogy a tesztelõ mintán romlik a fizetésképtelen besorolások pon
tossága. A tanulási és a tesztelõ minta összbesorolási pontossága lényegesen nem tér el 
egymástól: a besorolási pontosságok rendre 90 százalék körüliek. 

A teljes és a tesztelõ mintára felrajzolt ROC görbék megerõsítik a fenti megállapításo
kat (3–4. ábra). Bizonyos szakaszokban a neurális háló, máshol a rekurzív particionáló 
algoritmus a legjobb. A logisztikus regresszió ROC görbéje a teljes tartományban a többi 
alatt található. A görbe alatti terület nagyságait a 7. táblázat tartalmazza. 

Amennyiben a modellek elõrejelzõ erejét kizárólag a tesztelõ mintán szeretnénk érté
kelni, akkor a neurális háló és a rekurzív particionáló algoritmus a teljes mintához hason
lóan gyakran megelõzi és visszaelõzi egymást. A logisztikus regressziós modell kritiku
san közel van a véletlen találgatást kifejezõ 45 fokos egyeneshez. 

A diszkriminanciaanalízis és a logisztikus regressziós modell illeszkedési jóságát 
reprezentáló ROC görbék arra engednek következtetni, hogy a modellek az alacsony 
fennmaradási valószínûségû megfigyelések esetén rosszabbak, mint a véletlen találga
tás, hiszen a ROC görbék eleinte a 45 fokos egyenes alá futnak. 10 százalék fennmara
dási valószínûség percentilis felett azonban a modellek teljesítménye nagyon gyorsan 
javul. Ez a leginkább fizetésképtelen vállalatok kiszûrése szempontjából kritikus, ezál
tal a diszkriminanciaanalízis és a logisztikus regresszió alapján történõ besorolás ered
ményét óvatosan kell kezelni. Ez az értékelés egybeesik a besorolási pontosság tábláza
tokban tapasztalt tendenciával, amelynek alapján a hagyományos eljárások kiválóan 
képesek a fizetõképes cégeket besorolni, azonban a fizetésképteleneknél jelentõsek a 
tévedések. 
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3. ábra 
A teljes minta ROC görbéje a négy csõdmodell esetén (fõkomponens-elemzés nélkül) 

4. ábra 
A tesztelõ minta ROC görbéje a négy csõdmodell esetén (fõkomponens-elemzés nélkül) 
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A rekurzív particionáló algoritmus ROC görbéje nagyon jó modellilleszkedésre utal. 
A viszonylag egyenes szakaszok az említett fennmaradási valószínûség értékek kevés 
számából adódnak, ez az eljárás sajátossága. A ROC görbe határozottan elválik a 45 
fokos egyenestõl. A diszkriminanciaanalízishez és a logisztikus regresszióhoz képest szá
mottevõen javult az eredmény. A neurális háló ROC görbéje minden korábbi eljárásnál 
jobb modellilleszkedésrõl ad bizonyságot. A görbe határozottan elválik a 45 fokos egye
nestõl, a modell becslõképessége ennek alapján kiválónak minõsíthetõ. A ROC görbe 
alatti terület 89,8 százalék, ami lényegesen jobb, mint a diszkriminanciaanalízis és a 
logisztikus regresszió értéke, és felülmúlja a döntési fa 85,5 százalék értékét is. 

Az elõrejelzõ erõn kívül a modellek összehasonlítása magyarázó változó szempontból 
is szükséges. Érdekesség, hogy a modellváltozók tekintetében a diszkriminanciaanalízis 
kilenc, a másik három eljárás öt-öt változót épített be a modellbe. A négy eljárás közül 
három modellváltozónak választotta a dinamikus jövedelmezõségi rátát, a mérlegfõösszeg 
nagyságát és az eladósodottság mértékét, vagyis ezeket tekinthetjük leginkább kritikusan 
fontos változóknak jelen minta alapján a jövõbeli fizetõképesség elõrejelzése szempontjá
ból. A méret mutatók relevanciája azzal is összefüggésbe hozható, hogy a kisebb vállala
tok nagyobb arányban mennek csõdbe, mint a nagyvállalatok. Két modell tartalmazta a 
saját vagyon arányát, a hosszú távú eladósodottságot és a KFT vagy RT dummy változót. 
A többi változó csak egy-egy csõdmodellben szerepelt. 

Meglepõen kevés szerep jutott a csõdmodellekben a növekedési, a likviditási és a 
forgási sebesség mutatóknak. A növekedési mutatók sehol, a likviditási mutatók csak 
a rekurzív particionáló algoritmusban szerepeltek modellváltozóként, a forgási sebesség 
mutatók közül csak a vevõk forgási sebessége került bele a diszkriminanciafüggvénybe. 
A csõdmodellekben a hangsúly egyértelmûen a jövedelmezõségi, az eladósodottsági és a 
méret mutatókra helyezõdött. A dinamikus jövedelmezõségi ráta cash flow-mutatóként 
történõ értelmezése a cash flow-indikátorok relevanciáját jelzi. 

A fõkomponens-elemzésen alapuló csõdmodellek besorolási pontossága alapján meg
állapítható, hogy a fõkomponens-elemzés elsimítja a különbségeket a módszerek teljesít
ménye között (7. táblázat). Ennek következtében az eredeti mutatószám-értékeken gyen
gén teljesítõ módszerek eredménye minden vizsgált szempont szerint javul, az eredeti 
mutatószám-értékeken jól teljesítõ módszerek eredménye ugyanakkor ugyanezen szem
pontok figyelembevétele mellett romlik. Ezt a megállapítást a besorolási pontosságok, a 
ROC görbék és a görbe alatti területek egyaránt alátámasztják. A ROC görbékbõl szabad 
szemmel is látható a négy módszer viszonylag kiegyensúlyozott teljesítménye. Ez a teljes 
és a tesztelõ mintára egyaránt érvényes. 

A fõkomponens-elemzésen alapuló csõdmodellek mindegyikében megtalálható a cash 
flow- és a méretfaktor, valamint háromban az eladósodottsági faktor. Tekintettel arra, 
hogy a dinamikus jövedelmezõségi ráta a cash flow-faktorban szerepel, az eredmények 
összhangban vannak a fõkomponens-elemzés nélküli modellek változószelekciójával. 

A 7. táblázatból látható, hogy a diszkriminanciaanalízis teljesítménye a tesztelõ minta 
görbéje alatti terület és a tesztelõ minta besorolási pontossága tekintetében lényegesen 
javult az eredeti változókhoz képest. Mivel az elõrejelzõ képességet a tesztelõ minta 
mutatja, ezért megállapítható, hogy a diszkriminanciaanalízis esetében érdemes fõkom
ponens-elemzést alkalmazni. A logisztikus regresszió mind a négy szempontból jelentõ
sen javult, ezért a megállapítás hatványozottan érvényes. A rekurzív particionáló algorit
mus és a neurális háló teljesítménye ugyanakkor mind a négy szempont szerint romlott a 
fõkomponens-elemzés elõtti állapothoz viszonyítva, ezért jelen empirikus vizsgálatból 
azt a következtetést lehet levonni, hogy a szimulációs eljárásoknál nem célszerû fõkom
ponens-elemzést alkalmazni. 
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5. ábra 
A teljes minta ROC görbéje a négy csõdmodell esetén (fõkomponens-elemzéssel) 

6. ábra 
A tesztelõ minta ROC görbéje a négy csõdmodell esetén (fõkomponens-elemzéssel) 
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Azon túl, hogy a fõkomponens-elemzés közelebb hozza egymáshoz a négy módszer 
teljesítményét, fel is borítja a sorrendet. A fõkomponens-elemzés nélküli logisztikus reg
resszió minden szempont alapján az utolsó helyre került, a fõkomponens-elemzésen ala
puló logisztikus regresszió ugyanakkor mindegyik mutató tekintetében a második leg
jobb. Amennyiben a besorolási pontosság mutatóját tekintjük fõ kritériumnak, akkor a 
teljes és a tesztelõ mintán egyaránt a diszkriminanciaanalízis tekinthetõ „gyõztes” eljá
rásnak, a neurális háló visszaszorult a harmadik, a döntési fa pedig a negyedik helyre. 

Ha egyforma esélyt adunk a fõkomponens-elemzés nélküli és a fõkomponens-elemzé
ses modelleknek, akkor a ROC görbe alapján a fõkomponens-elemzés nélküli neurális 
háló, a teljes mintán számított besorolási pontosság alapján a fõkomponens-elemzés nél
küli döntési fa, míg a tesztelõ mintán számított besorolási pontosság alapján a fõkompo
nens-elemzésen alapuló diszkriminanciaanalízis hozza a legjobb teljesítményt. Egyértel
mûen kiemelkedõ eljárást az empirikus vizsgálat alapján nem sikerült találni. 

A fõkomponens-elemzés alkalmazásának célszerûségével kapcsolatban megállapítha
tó, hogy az eljárás alkalmazása nem minden esetben ad automatikusan megbízhatóbb 
elõrejelzést. 

A fõkomponens-elemzéssel kapcsolatban szükséges még figyelembe venni azt a tényt, 
hogy új megfigyelések esetén azokat elõször az eredeti változók lineáris kombinációin 
alapuló faktoregyenleteken végig kell futtatni. Ez a modell felhasználhatóságát bonyolul
tabbá teszi, de a számítástechnika mai fejlettségébõl következõen lényeges problémát 
nem okozhat. A fõkomponens-elemzéssel megalapozott csõdmodellek interpretálhatósá
ga ugyanakkor a multikollinearitás kiküszöbölésével javul. 

* 

A Bázel–2 tõkeegyezmény a sokváltozós csõd-elõrejelzési módszerek reneszánszát, illet
ve jelentõs elõretörését idézte elõ. A tõkeegyezményben megengedett jelentõs módszer
tani szabadság és jelen empirikus vizsgálat eredményeinek tükrében megállapítható, hogy 
a csõdmodellezésre és a nem fizetési valószínûség becslésre lényegesen több és jobb 
módszer áll rendelkezésre, mint ami jelenleg a vállalati ügyfélminõsítés kialakult gyakor
latában megtalálható. Reményeink szerint a cikk hozzájárul a hazai csõdelõrejelzés és 
nem fizetési valószínûség becslése kultúrájának továbbfejlõdéséhez. 
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